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Intenzifikace a zprůmyslnění zemědělství ve 20. století vycházelo z požadavku maximalizace výnosu a představy uniformity obhospodařovaných pozemků. Mozaikovitá struktura políček se proměnila v rozlehlé lány spolu se ztrátou konektivity agroekosystémů na přirozené ekosystémy.  Pole přestala být vnímána jako komplexní biologický systém a stala výrobním zdrojem. Znovu nabytí uvědomění funkce agroekosystémů přináší na začátku 21. století paradoxně technika v podobě senzorů umožňujících popis heterogenity prostředí půdy, rostlin a abiotických složek prostředí spolu s dostupností přesné GPS technologie, GIS řešení a satelitního snímání ve vysokém rozlišení v široké spektrální oblasti. Odpovědí je realizace konceptu precizního zemědělství, které pracuje s heterogenitou jako základním nástrojem pro popis situací, které se odehrávají v polních podmínkách. 
   
Precizní zemědělství intenzivně využívá data z dálkového průzkumu země (DPZ) nebo též distanční data. DPZ představuje soubor technik, které umožňují získávání informací o objektech a jevech na zemském povrchu bez potřeby jakéhokoliv kontaktu s nimi. Takto je například umožněno provádění různých analýz opakovaně právě proto, že celý proces probíhá v nedestruktivním módu. V posledních letech se tyto metody dostávají do stále širšího povědomí veřejnosti, neboť jejich využití je s postupným vývojem technologií jednoduché, přesné a ekonomicky dostupné. Obecně lze problematiku DPZ rozdělit na dvě oblasti. Podstatou první je sběr dat ve formě obrazových dat. Ta jsou získávána pomocí senzorů, které zaznamenávají intenzitu elektromagnetického záření v různých intervalech vlnových délek s různou šířkou konkrétních pásem. Analýza a interpretace obrazových dat ve formě snímku či scény pak tvoří samostatnou oblast DPZ. 
Zemědělská rostlinná produkce je mimořádně citlivá vůči abiotickým i biotickým podmínkám prostředí a agrotechnickým zásahům. V řízení zemědělské produkce je strategické rozhodování a časování zásahů s ohledem na proměnlivost přírodního prostředí (počasí), polní heterogenitu (půda, voda, živiny, odrůdy, choroby, škůdci) a fluktuaci trhu (ceny komodit, dotace, zemědělské politika. Jakýkoliv nástroj, který umožní včas podchytit dynamiku těchto procesů a účinně s nimi v kontextu přírodních a ekonomických podmínek pracovat, přinese zemědělci přidanou hodnotu v podobě optimalizace nákladů, zisku a pozitivních externalit spojených s kvalitou produkce a ochranou životního prostředí. Jedním z nejslibnějších nástrojů jsou v současné době bezpilotní prostředky, které představují technickou platformou pro senzory potřebné pro sběr dat v zemědělství. Oproti tradičním pilotním platformám (letadla, helikoptéry) disponují několika přednostmi: bezpečnost, opakovatelnost, nízké operační i pořizovací náklady, menší omezení spojené s meteorologickými podmínkami (bezpilotní prostředky létají pod mraky). Souběžná dostupnost všech těchto výhod je však závislá na velikosti a typu bezpilotních prostředků, výběru použitých senzorů, cíle letecké kampaně a legislativních omezení. 
Senzorovou techniku (Obr.1) lze rozdělit do dvou kategorií na pasivní a aktivní senzory. Pasivní senzory zaznamenávají/měří přirozené záření odražené nebo emitované rostlinami. Aktivní senzory samy emitují záření a následně zaznamenávají/měří frakci odraženou od rostlin.
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Obr. 1: Nejčastěji používané přístrojové senzory používané při snímání z bezpilotních prostředků. A. RGB kamera Autel, B.  hyperspecktrální kamera Specim FX10, C. multispektrální kamera Dji phantom 4 multispectral, D. Kombinovaná multispektrální-rgb-termalní kamerara Micasence Altum PT, E. termokamera Flir Duo Pro R HD Dual-Sensor, F. LiDAR YellowScan
Pasivní senzory
Pasivní senzory  měří záření ve viditelném (0.4-0.7 μm) a infračerveném spektru (0.7-14μm) (Obr. 2). Optické senzory jsou závislé na slunečním záření, z čehož vyplývají i omezení spojené s proměnlivostí atmosférických jevů (mraky, mlha, kouř. Rozdílné výsledky mohou přinést také časové rozestupy mezi snímkováním.  Pozemní optické senzory dnes mají možnost řešit tuto skutečnost pomocí přisvícení měřené plochy pomocí vysocesvítivých diod. Druhou možností, vhodnou i pro bezpilotní prostředky, je měření intenzity dopadajícího světla. Pomocí tohoto doplňkového měření a kalibrace snímků předejdeme rozdílům v odrazivosti sledovaného prostředí. V některých případech lze rovněž využít kalibrační desky se známou reflektací, které umístíme do blízkosti zájmového území. Tyto desky se fotí souběžně se zájmovou plochou a slouží následně pro kalibraci snímku. 
Optické senzory jsou blízké způsobu vnímání lidského oka. Fungují na principu záznamu/měření různého množství světla odraženého od povrchu ve specifických spektrálních pásmech (RGB - red, green blue)- Optické senzory mohou mít různé množství pásem o specifické šířce. Podle počtu spektrálních pásem se rozlišují optické senzory na panchromatické (1 široké pásmo, multispektrální (3-10 pásem) a hyperspektrální (10-100ky úzkých spektrálních pásem) (Obr. 3,4).
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Obr. 3 Hyperspektrální snímané vrstvy podle vlnových délek (81 pásem) od 500 do 900nm.

[image: ]
Obr. 4. Změna průběhu odrazivosti rostlin nestresovaných (zelené křivky s vyznačeným průměrem-červeně) vůči situaci na rostlinách vystavených stresu (fialová barva).
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Obr.2: Elektromagnetické spektrum (Jones et Vaughan, 2010).
Typické křivky odrazivosti energie vegetací, půdou a vodou jsou vyobrazeny na obrázku 5. Tvar této křivky je jedinečný jak pro sledovaný objekt, je však ovlivňován i jeho stavem nebo kondicí. Jak je z obrázku patrné, jsou pro křivky zdravé vegetace typické vrcholky a sedla. Chlorofyl silně absorbuje záření v oblasti spektra od 0.45 μm do 0.67 μm (modrá a červená barva), ale zelenou barvu silně odráží. Pokud je vegetace stresována, obsah chlorofylu se snižuje. Tato skutečnost se projeví na poměru pohlcené a odražené energie. Především odrazivost červené složky se zvyšuje a výsledek je žloutnutí lisů (kombinace zelené a červené). 
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Obr. 5: Typické křivky odrazivosti spektra vegetace, půdy a vody (Lillesand a kol. 2004, upravil Kroulík).
Pokud se posouváme do oblasti blízkého infračerveného záření (near-IR, NIR), okolo vlnové délky 0.7 μm, začne u zdravé vegetace odrazivost výrazně narůstat. V rozsahu vlnových délek od 0.7 μm do 1.3 μm listy rostlin odrazí 40 až 50 % dopadající energie. Většina zbývající energie je propuštěno, protože v této oblasti je absorpce minimální (menší než 5 %). Odrazivost v tomto pásmu je dána především rozdílnou vnitřní strukturou listů. Protože struktura listů je mezi druhy rostlin velmi variabilní, měření odrazivosti v této oblasti nám často dovoluje rozlišit rostlinné druhy, i když ve viditelném spektru vypadají stejně. Rovněž se v blízkém infračerveném záření významně projeví stres rostlin.
Pokles v odrazivosti je pozorován v zónách vlnových délek 1.4, 1.9 a 2.7 μm, protože v těch je energie silně absorbována vodou v listech. S odvoláním na tuto skutečnost je uvedené pásmo nazýváno pásmo vodní absorpce. Vrchol odrazivosti se nachází v oblasti 1.6 μm a 2.2 μm. V celém pásmu, kromě délky 1.3 μm, listová odrazivost negativně koreluje s obsahem vody v listech. 
Křivka odrazivosti půdy vykazuje mnohem méně výkyvů. Mezi faktory, které mají dopad na půdní odrazivost, patří vlhkost půdy, zrnitostní složení, drsnost povrchu, oxidy železa a organická hmota. Například vyšší vlhkost v půdě sníží její odrazivost. Stejně jako u vegetace je tento jev nejvýraznější v pásmu absorpce vody okolo 1.4, 1.9 a 2.7 μm. Vlhkost půdy úzce souvisí se zrnitostním složením. Hrubá písčitá půda je obvykle odvodněna a výsledkem je nižší vlhkost a relativně vysoká odrazivost. Jemná struktura bez přirozené drenáže bude mít nízkou odrazivost. Při absenci vody však bude půda samotná vykazovat opačné výsledky. Hrubší textura půdy se bude jevit tmavší než jemná textura. Další dva faktory, které redukují odrazivost, jsou drsnost povrhu půdy a obsah organické hmoty.
Pro záznam infračerveného záření jsou v oblastech 8 až 14 μm používány termokamery (Viz box Termální snímání a termokamery), kterým věnujeme v tomto článku zvýšený prostor s ohledem na jejich používání v našich pokusech a prezentované příklady.. 

Termální snímání a termokamery 
Termokamera jako měřicí přístroj zaznamenává intenzitu tepelného záření vyzařovaného z povrchu měřených objektů. Na základě změřené intenzity vyzařování a zadaných parametrů je pak termokamera schopna výpočtem stanovit rozložení povrchové teploty. Výstupem z měření termokamerou je tzv. termogram (nesprávně též termovizní snímek, termosnímek apod.) (obr. 6). To je obdoba fotografie, tj. digitálního snímku, kdy ale jednotlivé pixely nenesou informaci o naměřeném jasu, nýbrž o povrchové teplotě snímaných objektů.
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Obr. 6 Termogram ze snímání polního porost ozimé pšenice ukazuje významné teplotní rozdíly spojené s dostupností vody
Pro bezdotykové měření teploty je důležité vědět, že intenzita vyzařování z povrchu těles roste s jejich povrchovou teplotou. Tento fakt je možné využít právě při bezdotykovém měření teploty. První skutečně použitelné přístroje, které toho byly schopny, byly zkonstruovány okolo roku 1900. Jednalo se o tzv. pyrometry. Moderní termokamery využívají obrazové senzory a jsou schopny změřit povrchovou teplotu v 640x512 i více bodech. Tento údaj zároveň udává rozlišení výsledného termogramu. Čím větší je rozlišení termogramu, tím větší prostorové rozlišení lze při měření povrchové teploty získat.
Z hlediska principu konstrukce (obr.7) jsou termokamery velmi podobné klasickým fotoaparátům s tím rozdílem, že je optickým senzorem je tzv. mikrobolometr a použitá optika nahrazuje křemíkové sklo germániem, kvůli propustnosti dlouhých vlnových délek. Detektor infračerveného záření převádí dopadající tepelné záření na elektrický signál, který je digitalizován a pak dále zpracováván. Vedle optiky se jedná o nejdůležitější součást termokamery a jeho konstrukce a princip funkce podstatným způsobem ovlivňuje parametry termokamery.
Nejčastěji používané termokamery snímají tepelné záření ve vlnovém pásmu přibližně 8 až 14 μm. Termokamery, které pracují v tomto vlnovém pásmu se označují jako LWIR (Long Wave InfraRed). 
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Obr.  7: Zjednodušené blokové schéma uspořádání měření povrchové teploty termokamerou. Tepelné záření, vyzařované měřeným objektem, se soustřeďuje optickým systémem na detektor termokamery. Optický systém funguje většinou i jako filtr a musí propouštět záření požadovaných vlnových délek.
Při měření teploty s pomocí termokamery je třeba vždy pamatovat na to, že termokamerou není přímo měřena (skutečná) absolutní teplota povrchu. Absolutní teplota může být termokamerou pro zemědělské účely stanovena po specifikaci parametrů měření - emisivity a odražené zdánlivé teploty. 
Aktivní senzory.
Jako zajímavá a perspektivní oblast využití bezpilotním prostředků se ukazuje jejich nasazení při tvorbě modelů terénu. Vrstevnicové modely často nevyhovují speciálním aplikacím, kdy potřebujeme znát velice přesně reliéf zájmového území. Kromě představené spektroskopie se uplatňuje laserového měření povrchu Země známé pod pojmem LIDAR. Obrázek 8 ukazuje scénu zachycenou 3D skenerem z pozemního měření. Ze signálu je vymodelován pohyb osob nebo překážky v okolí senzoru. Díky uvedenému měření můžeme kromě modelu terénu popisovat habitus rostlin a jejich zapojení. 
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Obr.  8: Vizualizace porostu v 3D prostoru na základě lidarového snímání
APLIKACE a příklady 
Interpretace shromážděných dat z použitých senzorů je spojená s obrazovou analýzou. Ta umožňuje kvantifikovat jevy, které mají jak kvalitativní (úroveň zdraví, výživy a zralosti rostlin) tak kvantitativní (počty rostlin, velikost plochy, výšku rostlin, teplota) povahu. 
RGB fotoaparát představuje nejjednodušší aplikaci pro bezpilotní prostředky. Jedná se o snímkování ve viditelném spektru a výstupem je klasická fotografie.  Jako prvotní aplikace se nabízí hodnocení variability pozemků, která je sice viditelná pouhým okem, nicméně pohled z výšky umožní s fotografií dále pracovat. Získáme tak významnou vrstvu do skladby informací o pozemcích. Výsledné snímky můžeme také zpětně využít při návrhu odběrové sítě (Obr. 9). 
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Obr. 9 Snímání v RGB spektru a hodnocení na základě časosběrného snímání z hlediska zrání a poškození porostu
Zajímavou oblastí využití klasického fotoaparátu je oblast stereoskopie. Pokud zájmové území nasnímáme v letovém režimu s vysokým stupněm překrytí, výškopisný vjem získáme spojením snímků do jedné vrstvy. Tímto postupem vytvoříme velmi podrobné, detailní modely terénu s měřítkem v řádu milimetrů nebo centimetrů. Dostáváme se tak na měřítko, kdy můžeme sledovat jednotlivé rostliny, kolejové stopy, hrudovitost, erozní rýhy a podobně. 
Spektrální a teplotní chování rostlin a půdy se s vlnovými délkami mění. Struktura a fyziologie porostu či jednotlivých rostlin ovlivňují jejich spektrální odrazivost, tedy množství odraženého záření. Snímky zobrazené ve viditelné části spektra (RGB) nám odkryjí jenom část toho, co se aktuálně děje ve sledovaném porostu. K tomu, abychom zjistili požadovanou informaci (obsah vody, chlorofylu, vodní stres...), je potřeba využít kombinaci jednotlivých spektrálních pásem v předem definovaném tvaru. Takovýmto kombinacím pásem se říká spektrální či vegetační indexy. Každý z indexů má svůj účel použití. Širokopásmové indexy využívají pásma z multispektrálních kamer a závisejí především na spektrálním rozlišení snímku. Spektrální indexy zpravidla obsahují kombinaci pásem, kde můžeme detekovat vysokou odrazivost (pásma GREEN a NIR), či pásma, kde dochází k absorpci elektromagnetického záření (pásmo RED). Chceme-li detekovat vodní stres rostlin, je možné použít index vlhkostního stresu (moisture stress index), který je založen na kombinaci pásem NIR a SWIR. Velmi oblíbeným spektrálním indexem je normalizovaný diferenční vegetační index, který je kombinací pásem NIR a RED. Tento index se zaměřuje na strukturu a zdravotní stav rostlin. Pomocí hyperspektrálních senzorů, kde jsou k dispozici desítky či stovky spektrálních pásem, je možné se zaměřit na taková pásma, která nám přesně charakterizují požadovaný stav, např. red edge pásmo – nárůst odrazivosti v intervalu vlnových délek 0,68 – 0,76 μm. V současné době jsou v moderních SW pro zpracování obrazových dat již spektrální indexy předdefinované, a proto není složité si vybrat a spočítat takový index, který potřebujeme Obr. 10, 11.
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Obr. 10  Kolmý pohled na založený dvouřádkový pokus v Troji (Praha) v RGB zobrazení doplněný o vegetační indexy NDVI, MCARI a BNDVI  
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Obr. 11  Pokusná plocha 1 v Lednici s náhledem v RGB a přehledovou ukázkou vybraných vegetačních indexů generovaných z dat multispektrálního snímkování (NDVI, GNDVI, LCI, NDRE a OSAVI)
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