Možnosti využití družicových radarových dat v rostlinné výrobě.
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K celosvětově nejpěstovanějším kulturním plodinám s hospodářským významem patří pšenice ozimá (Triticum aestivum) a řepka olejka (Brassica napus subsp. napus). Například podle údajů FAO - Organizace pro výživu a zemědělství Spojených národů (2020) vzrostla celosvětová produkce pšenice mezi roky 2018/2019 a 2019/2020 z 731,1 milionů tun na 762,2 milionů tun, z čehož pro potravinářské účely se jednalo o nárůst z 514,9 mil. tun na 521,1 mil tun. V případě řepky olejky jsou předními světovými výrobci především EU a Kanada, ale stále významnější roli začíná hrát i Čína, Ukrajina nebo Austrálie. V podmínkách ČR se sice plocha pěstování pšenice v posledních letech snižuje asi o 3 % ročně, ovšem na druhé straně plocha pěstování řepky olejky stoupá meziročně o asi 5 % (ČSÚ, 2019).
Již v roce 2013 upozornil Atzberger na velký význam dálkového průzkumu Země pro zemědělský sektor, přičemž především vyzdvihl vzrůstající zájem o využívání satelitních snímků.
Česká Republika je členem Evropské kosmické agentury (ESA, 2020) a družice programu Copernicus přelétají nad naším územím poměrně často. Satelity mise Sentinel-1, které jsou vybaveny radarem se syntetickou aperturou (SAR), přelétají nad naším územím s frekvencí přeletů 6 dnů (ESA Sentinel Online, 2020a) a družice mise Sentinel-2, které poskytují data ve viditelném, blízkém infračerveném (NIR) a krátkovlnném infračerveném (SWIR) spektru přelétají nad našim územím každých 5 dnů nebo dokonce častěji (ESA Sentinel Online, 2020b). Potenciál využití satelitních snímků pro účely managementu rostlinné výroby je tak značný, navíc tyto snímky jsou zatím k dispozici zdarma. Whitcraft et al. (2015) zdůraznili, že pro potřeby zemědělského využití je třeba určitě více než jeden snímek během vegetační sezóny s tím, že většina aplikací vyžaduje snímkování porostů po dvou či jednom týdnu, případně častější. Je to především z důvodu poskytnutí včasného varování v případě nepříznivého vývoje porostu, a to z jakýchkoliv důvodů.
Primárním zdrojem informací pro „provozní“ monitorování vegetace jsou tzv. vegetační indexy, odvozené z multispektrálních satelitních dat (Kim, Y-H. et al., 2014). Normalizovaný diferenční vegetační index (NDVI), zavedený Rosem et al. již v roce 1974 je asi nejpoužívanějším z nich (Gao, 1996). NDVI je v podstatě indikátorem zeleně vegetace. Také ostatní autoři, jako např. Gao, 1996; Gitelson, 2004; Mróz and Sobieraj, 2004; Béqué et al., 2008; Bhandari et al., 2012; Kim et al., 2012; Atzberger, 2013; Jamali et al., 2015; Badr et al., 2015 a další, řadí NDVI k nejpopulárnějším vegetačním indexům vůbec.
Výnos zemědělských plodin je ovlivněn mnoha faktory, které mohou být časově nezávislé nebo jsou proměnné v čase neboli sezónní. Mezi časové nezávislé faktory náleží např. topografie pozemku, typ a druh půdy a hloubka ornice. Mezi proměnné čili sezónní faktory ovlivňující růst a vývoj plodin pak patří například počasí, především teplota vzduchu a distribuce srážek, přítomnost chorob a plevelů, a v současné době tolik diskutované klimatické změny projevující se suchem či nadprůměrnými srážkovými událostmi, nebo i distribuce vláhy pomocí zavlažovacích zařízení (Bégue et al., 2008). Tyto časově nezávislé a časově proměnné faktory se mohou vzájemně prolínat. Výsledkem této interakce je pak zpravidla složitý komplex časoprostorových vztahů popisujících vitalitu rostlin (Machado et al., 2002). 
Potřeba včasného a přesného snímání polních plodin a zachycení jejich variability vedlo ke zvýšenému využívání technologií dálkového a proximálního snímání malých i velkých zemědělských pozemků (Cambell a Wynne, 2011; Chlingaryan, A., et al. 2018). Tato snímací technika umožňuje získávání spektrálních, prostorových i časových informací o objektech pomocí přístrojů připevněných na přípojných zemědělských strojích, letadlech, bezpilotních prostředcích, družicích a ručních radiometrech (Chlingaryan, A., et al. 2018). Dálkové snímání prostřednictvím družicových či leteckých snímků umožňuje přesnou detekci zaplevelených míst a generování přesných map pro řízenou aplikaci herbicidů (Lamb a Brown, 2001). Termální snímání má pak potenciál identifikovat prostorové rozdíly v obsahu vody v porostu (Tilling et al., 2006), což umožňuje efektivní distribuci vody při umělém zavlažování. V současnosti je tato distanční technika snímání využívána pro monitoring různých plodin, jako je např. pšenice (Gontia a Tiwari, 2008), kukuřice (Taghvaeian et al., 2012), sady (Bellvert et al., 2016) a vinice (Gutiérrez et al., 2018). Současně s technikou pro dálkové snímání bylo vyvinuto mnoho pozemních platforem, které umožňují např. mapování vlastností půdy (Barnes et al., 2003), odhadování evapotranspirace a stresu ze sucha (Maes a Steppe, 2012), mapování plevelů (Sui et al., 2008) a hodnocení stavu vody a dusíku v rostlinách (El-Shikha et al., 2007; Govender et al., 2009).
Dálkové snímání využívající viditelnou a blízkou infračervenou část elektromagnetického spektra (VIS-NIR) bylo použito k odvození mnoha spektrálních indexů vhodných pro odhad různých vegetačních či růstových vlastností. Existuje mnoho studií na odhad množství chlorofylu a dalších fotosyntetických / fotoprotektivních pigmentů a odhadu velikosti plochy listů (LAI) (Barati et al. 2011; Gao, 1996; Haboudane et al. 2004; Huete, 1988; Qi et al., 1994; Sims a Gamon, 2002; Viña et al., 2011; Zarco-Tejada et al., 2012). Xue a Su (2017) si dali za úkol přezkoumat a vyzkoušet v případových studiích více než 100 indexů vegetace a dát je do kontextu s použitelností, reprezentativností, prostředím a přesností implementace. Došli k závěru, že pro aplikace v reálném světě vyžaduje použití všech existujících vegetačních indexů pečlivé zvážení silných a slabých stránek těchto indexů a specifického prostředí, ve kterém budou následně použity. Vegetační indexy se často používají pro zjištění výnosového potenciálu či přímo předpovědi výnosu, jak popisují ve svých studiích např. Panda et al. (2010) či Jaafar a Ahmad (2015).
Velmi užitečné je využití historických snímků (Pinter et al. 2003). Tyto snímky nám dávají představu o distribuci výnosotvorných faktorů v čase a lze je kombinovat s agronomickými a klimatickými údaji pro mapování např. oblastí náchylných k vodnímu stresu, nedostatku živin nebo detekci míst napadených škůdci. Studie založené na využívání historických snímků jsou obecně založeny na faktu, že prostorová variabilita výnosu plodin je ovlivněna prostorovou variabilitou půdy, a to ve stejném měřítku (Bodeyll a McBratney, 2002). Počet po sobě jdoucích historických snímků požadovaných k odvození přijatelné mapy vystihující výnosový potenciál pozemku se však liší v závislosti na studii, od doporučených pěti let (Bodeyll a McBratney, 2002) po dlouhodobější databázi pro jednotlivé plodiny či alespoň stejné čeledi rostlin při zohlednění proměnlivých podmínek prostředí (Lamb et al. 1997; Schepers et al., 2004). Mapy variability porostu v průběhu několika sezón jsou schopné poskytnout informace o místně specifických podmínkách pro danou lokalitu. Sledují se trvalé faktory (zejména klimatické a půdní vlastnosti) a proměnné faktory. Proměnné faktory ovlivňující produktivitu pozemku se dají ovlivnit vhodnými agrotechnickými zásahy. Jedná se především o zásobenost živinami, problémy se škůdci nebo jednotnost zavlažování. Aplikační dávky agrotechnických zásahů (dávky osiva a množství vody či dodaných živin) lze tedy na základě map přizpůsobit skutečné poptávce, která je paradigmatem precizního zemědělství (Campos et al. 2019). Možnými alternativami pro mapování variability plodin jsou modely růstu plodin, mapy elektrické vodivosti, výnosové mapy a mapy odvozené z polních měření diagnostickými přístroji využívající elektromagnetické spektrum (Sandras et al., 2015).
Během sezóny se obecně studuje dynamika spektrálních indexů sledovaných plodin, aby se určilo nejlepší období k vymezení produkčních zón (Zarco-Tejada et al., 2005; Yang a Everitt, 2002), což je však nedostatečné ke sledování diagnózy např. poškození porostu vnějšími vlivy.
Ačkoli se např. analýza pomocí NDVI osvědčila při monitorování a charakterizaci reakce krajinného pokryvu na různé jevy s řadou časových měřítek, jako jsou náhlé přírodní nebo antropogenní události (Verbesselt et al., 2010), sezónní variabilita rostlinné fenologie způsobená změnami teplotních a srážkových režimů (Heumann et al., 2007) a postupné meziroční změny klimatu (Jacquin et al., 2010), má tento index také několik omezení.
Jedním z těchto omezení je saturace tohoto indexu v případě, že vegetace je hodně hustá (Jackson et al., 2004; Chen et al., 2005) a druhé důležité omezení se týká atmosférických podmínek při vlastním snímkování. Mraky nebo mlha významně ovlivňují dostupnost optických dat z dálkového průzkumu, ze kterých se pak index NDVI počítá (Kaufman, 1987; Koppe et al., 2013, Waldner et al., 2013; Whitcraft et al., 2015; Huang et al., 2015; Lussem et al., 2016; He et al., 2018). Whitcraft et al. (2015) uvedli, že průměrná pravděpodobnost bezoblačného nebe nad Evropou se pohybuje od 0,2 do 0,4 (20 až 40 %) s tím, že negativní vliv oblačnosti v lokálních oblastech je dobře známý. V podmínkách České Republiky byla omezení způsobená častou oblačností zmíněna mezi jinými Domínguezem et al. (2015).
Naproti tomu Kim et al. (2012) upozornili, že dálkový průzkum v mikrovlnném spektru záření má velký potenciál doplnit tradiční metody dálkového průzkumu v případě sledování růstu kulturních plodin a jeho hlavní výhodou je, že radarové paprsky pronikají mraky či mlhou a požadovaná data lze získat prakticky bez omezení v každé denní či noční době, při zatažené obloze či přízemních mlhách. Tuto myšlenku podpořili i další autoři, jako např. Malenovský et al. (2012), Fieuzal et al. (2013) nebo Jin et al. (2015). Jiao et al. (2014) pak uvedli, že data získaná z dálkového průzkumu za použití radarové techniky se syntetickou aperturou jsou klíčová právě pro ty zemědělské zásahy, které je třeba udělat co nejrychleji. Je to právě z toho důvodu, že aktivní mikrovlnné senzory, jako je právě SAR, mohou tato data získávat bez ohledu na oblačnost.
Radarový vegetační index (RVI) byl navržen jako další metoda pro sledování úrovně vegetačního růstu. RVI se získává výpočtem z ko-polarizovaných a křížově polarizovaných zpětných rozptylových signálů (Kim a van Zyl, 2004; 2009).
Podobně jako NDVI, také RVI se obecně pohybuje mezi hodnotami 0 a 1 a je v podstatě měřítkem náhodnosti rozptylu. RVI je téměř nulový pro hladké holé povrchy a jeho hodnota se zvyšuje s růstem vegetace (Kim, Y. et al., 2014).
Podle zjištění autorů Koppeho et al. (2013) je intenzita zpětně dopadající energie rozptýlené vegetací v mikrovlnné oblasti elektromagnetického spektra funkcí architektury porostu (velikost, tvar a orientace jednotlivých složek porostu, jako jsou např. stonky, listy, klasy atd., a jeho dielektrických vlastností), a je také funkcí samotné konfigurace senzoru (frekvence, polarizace, úhel dopadu). Jiao et al. (2014) následně doplnili, že mikrovlnné záření reaguje na strukturu vegetace (tedy její fenologii), a toto je klíčový faktor, který ovlivňuje intenzitu všech zachycených signálů zpětného rozptylu radaru. Pokud se sleduje změna radarové odezvy v čase, lze sledovat změny ve fenologii porostu a na základě toho následně odhadnout vlastní fenologickou fázi vývoje sledované plodiny. Sánchez et al. (2016) analyzovali citlivost radarových pozorování na vývoj sledovaných plodin a ty jejich měnící se parametry, které většinou ovlivňují radarový signál. Sledovanými plodinami byly ječmen, pšenice, žito a pastviny. Ve svých experimentech zjistili, že nejlepší výsledky vycházely z poměrů koeficientů zpětného rozptylu (porovnání polarizací signálu HV/VV a HH/VV). Autoři došli k závěru, že některé důležité parametry, jako např. množství biomasy nebo výška vegetace, vykazovaly nejlepší korelaci s více radarovými proměnnými. Znamená to, že jak množství vegetace, tak její výšku lze z radarových dat určovat.
Pokusy o využití mikrovlnných dat k získání různých informací o půdě byly v posledních dvou desetiletích také poměrně časté. Ulaby et al. (1996) se zabývali radarovým mapováním povrchové vlhkosti půdy; Wigneron et al. (1998) zkoumali možnosti použití pasivního mikrovlnného dálkového průzkumu Země ke sledování vlhkosti půdy. Podobnými problémy se ale zabývalo také mnoho dalších studií, např. G. Srivastava et al. (2006); Kim a van Zyl (2009); Kornelsen a Coulibaly (2013); Ouellette et al. (2017) a další.
Dalším široce diskutovaným tématem je odhad obsahu vegetační vody (VWC-vegetation water content), např. Taconet et al. (1994); Romshoo et al. (2012); Kim et al. (2012); Rowlandson a Berg, (2015); Huang et al. (2016); Sánchez et al. (2016); Steele Dunne et al. (2017); Kim et al. (2018) atd.
Satelitní mikrovlnné dálkový průzkum Země se také používá pro účely klasifikace plodin (např. Waldner et al., 2013; Kim al., 2014; Lussem et al., 2016; Navarro et al., 2016; Steele Dunne et al., 2017 atd.) či identifikace rašelinišť (Novresiandi a Nagasawa, 2017).
S ohledem na přímé potřeby zemědělské výroby bylo zkoumáno využití radarových dat při monitorování různých dalších ze zemědělského hlediska důležitých plodin během vegetace. 
Jednou z nejdůležitějších plodin s celosvětovým významem pro výživu obyvatelstva je bezesporu rýže. Již v roce 2011 Oh et al. publikovali svůj článek zaměřený na měření, modelování a analýzu polarimetrických koeficientů zpětného rozptylu zaplavených rýžových polí v pásmech L a C. Kromě toho byly publikovány další články týkající se monitorování rýže (jako jedné z nejdůležitějších zemědělských plodin) radarem, např. Kim et al. (2012), Koppe et al. (2012), Inoue et al. (2014), Yamada (2015), Zhang et al. (2017), He et al. (2018).
Kim et al. (2013) použili pozemního radarového čidla za účelem sledování růstu sóji (jako další globálně významné plodiny). Autoři dospěli k závěru, že pásmo L s polarizací HH je nejvhodnější pro sledování indexu listové plochy (LAI-leaf area index) a obsahu vegetační vody. Autoři uvedli, že jimi získané znalosti jsou užitečné pro pochopení rozptylového chování různých frekvencí radarového signálu pro zemědělské účely a jsou rovněž přínosem pro další vývoj metod zjišťování stavu porostů a vlhkosti půdy z dat, která jsou a budou k dispozici ze satelitních misí vybavených radarovými senzory.
Kumar et al. (2013) publikovali studii, ve které porovnávali radarový vegetační index získaný z údajů satelitní mise Radarsat 2 jako alternativu k NDVI indexu odvozeného z údajů MODIS pro účely monitorování růstu sóji a bavlny. Autoři dospěli k závěru, že radarový vegetační index lze poměrně snadno použít ke sledování plodin po celou sezónu, protože na rozdíl od NDVI na něj nemá nasycení žádný účinek. Na druhou stranu nahrazení NDVI indexem RVI není úplně jednoduché, protože RVI není schopen zachytit zeleň rostlin.
Fieuzal et al. (2013) v poslední době také během vegetačního období sledovali pšenici a řepku, jako dvě ozimé plodiny s celosvětovým významem. K hodnocení vývoje obou plodin použili synchronních optických a radarových satelitních dat. Autoři zjistili silnou komplementaritu mezi optickými a radarovými daty během celého cyklu vývoje obou plodin, ale také identifikovali rozdíly v chování obou plodin při radarovém monitoringu. Nejvhodnější výsledky pro řepku byly získány při jejím monitoringu v pásmu C. Na druhou stranu, u pšenice bylo podobné chování pozorováno v pásmech X a C, kdy se parametry vývoje plodiny zdály být přesněji odhadnuty spíš radarovým zářením s kratší vlnovou délkou (pásmo X).
Následně se Kim et al. (2014) pokusili získat parametry odhadu vývoje a růstu porostů pšenice pomocí radarových vegetačních indexů. Výsledkem jejich výzkumu bylo, že přesné informace o obsahu vegetační vody v pšenici (informace o obsahu vegetační vody a biomase jsou cenné při komplexním hodnocení vývoje plodin a odhadu jejich výnosu) lze získat pomocí pásma L radarového vegetačního indexu.
Ve stejném roce pak Jiao et al. (2014) zjistili, že intenzita zpětného rozptylu (HV) a entropie (H) ukazují jasnou korelaci mezi polarimetrií a fenologickými fázemi vývoje porostu řepky olejky.
V případě ozimé pšenice Jin et al. (2015) zjistili, že existuje silný vztah mezi indexem listové plochy, biomasou a radarovými polarimetrickými parametry. LAI lze tedy odhadnout s jejich použitím.
Sánchez et al. (2016) se pokusili zjistit, které radarové proměnné dostupné z mise Radarsat-2 byly nejcitlivější na vývoj porostů pšenice, ječmene, žita a na vývoj pastvin, a definovat, kterým parametrem sledované plodiny byl radarový signál ovlivněn nejvíce. Nejvýznamnější výsledky poskytly poměry koeficientů zpětného rozptylu HV/VV a HH/VV, dále pak koherence mezi bipólovými kanály a mezi prvními dvěma Pauliho kanály a dále dominantní úhel alfa. Proměnnou, která nejlépe korelovala s radarovými daty byla biomasa, následovaná výškou porostu.
Abdikan et al. (2018) se pokusili použít radarová data Sentinel 1 ke sledování růstu plodin kukuřice. Analyzovali korelaci mezi výškou rostlin kukuřice a hodnotami zpětného rozptylu. Vysoká korelace byla zjištěna během raných stádií vývoje kukuřice, zatímco nižší byla indikována v pozdních stádiích. Autoři došli k závěru, že radarová data pásma C, získaná v po sobě jdoucích časových intervalech, lze použít k popisu průběhu růstu kukuřice.
Jak je z tohoto literárního přehledu patrné, hodnocení vývoje kulturních plodin prostřednictvím radarových dat může významně doplnit pozorování získaná v optické části spektra. Toto zjištění je pro podmínky České republiky, které se vyznačují častou oblačností, v kontextu schopnosti radarových dat právě pronikat touto oblačností, velice zajímavé. Navíc, podobně jako snímky v optickém spektru z mise Sentinel 2, jsou i snímky ze senzoru SAR mise Sentinel 1 k dispozici zcela zdarma. Z výše uvedeného tedy docela jasně vyplývá, že využitelnost právě radarových dat pro potřeby managementu rostlinné výroby by docela jednoznačně měla být předmětem současného zemědělského výzkumu.
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